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Zusammenfassung

In diesem Beitrag stellen wir ein interaktives Empfehlungssystem vor, bei dem Nutzer ihre Praferenzen
in einer dreidimensionalen Visualisierung des Produktraums eingeben kénnen. Die Darstellung in Form
einer Landschaft spiegelt dabei das Profil des aktuellen Nutzers wider, und ermoglicht diesem sowohl in
Kaltstartsituationen als auch bei der spéteren Anpassung eines existierenden Profils interaktiv seine Pra-
ferenzen anzugeben. Die Methode basiert auf den von allen Nutzern abgegebenen Bewertungen und be-
ndtigt kein inhaltliches Wissen iiber die Produkte. Die durchgefiihrte Nutzerstudie zeigt, dass die Visua-
lisierung nachvollziehbar und hilfreich erscheint. Beziiglich der Eingabe von Préiferenzen durch Model-
lierung der Landschaft ergaben sich ebenfalls vielversprechende Ergebnisse, u.a. auch im Hinblick auf
User Experience und Empfehlungsqualitét.

1  Einleitung

Empfehlungssysteme (Recommender Systems) sollen durch proaktive Generierung von Vor-
schldgen Nutzer dabei unterstiitzen, aus sehr groBlen, meist uniiberschaubaren Mengen von
Items wie z.B. Filmen, Nachrichteninhalten oder Konsumgiitern, diejenigen zu selektieren,
die am besten zu ihren Interessen oder Priferenzen passen (Ricci et al. 2010). Erreichen die
Systeme dabei eine gute Passung mit den Vorlieben des Nutzers, kdnnen sie den Interaktions-
aufwand und die kognitive Belastung minimieren (Pu et al. 2011). Géngige Systeme nutzen
dazu typischerweise Informationen iiber den Nutzer, die entweder implizit, z. B. durch Analyse
des Browsing-Verhaltens, oder explizit, z. B. durch die Vergabe von Bewertungen, erhoben
wurden (Ricci et al. 2010). Dabei mangelt es jedoch zumeist an Transparenz hinsichtlich der
Ursachen fiir die gezeigten Empfehlungen (Tintarev & Mastoff 2010). AuBBerdem haben Nutzer
in der Regel keine oder nur begrenzte Moglichkeiten, die Empfehlungsgenerierung zu beein-
flussen und Kontrolle auszuiiben, obwohl sich gezeigt hat, dass Nutzer eine aktivere Rolle im
Empfehlungsprozess wiinschen (Xiao & Bensabat 2007), und dafiir sogar weniger prizise
Empfehlungen sowie zusitzlichen Aufwand in Kauf nehmen (Konstan & Riedl 2012). Zu-
gleich existiert das Problem, Nutzer zu motivieren dem System ihre Praferenzen mitzuteilen,
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damit insbesondere neuen Nutzern in sogenannten Kaltstartsituationen moglichst schnell ada-
quate Vorschldge gemacht werden kdnnen. Auch kdnnen Nutzer aus Datenschutzgriinden Be-
denken haben, ihr Interessenprofil einem externen Anbieter preiszugeben. Es besteht deshalb
Bedarf an Verfahren, die Nutzern eine intuitive, wenig aufwéndige und transparente Angabe
von Préferenzen ermdglichen.

Dieser Beitrag stellt ein interaktives Empfehlungssystem vor, bei dem Nutzer ihre Praferenzen
in einer dreidimensionalen Visualisierung des Produktraums eingeben kdnnen. Zu diesem
Zweck wird aus der Gesamtmenge vorhandener Nutzerbewertungen eine Anordnung der Items
auf einer Ebene berechnet, bei der ohne Hinzunahme inhaltlichen Wissens die bewertungsba-
sierte Ahnlichkeit zwischen Items in rdumliche Nihe abgebildet wird. Ist bereits ein Profil des
aktuellen Nutzers vorhanden, werden dessen individuelle Préaferenzen in Form von Bergen und
Télern in der dritten Dimension dargestellt. In einer Kaltstartsituation ist die Landschaft hin-
gegen zunichst planar. In beiden Féllen kann die Landschaft dann mit Hilfe verschiedener
Interaktionsmdglichkeiten verdndert werden, um dem System die eigenen Priaferenzen zu ver-
mitteln. Nach solchen Anderungen am Priferenzprofil werden die Empfehlungen unmittelbar
neu berechnet und angezeigt. Neben der Mdglichkeit zur Einflussaufnahme auf den Empfeh-
lungsprozess, hilft die Darstellung als Landschaft das Versténdnis fiir das Zustandekommen
der Vorschldge sowie die Nachvollziehbarkeit des im System hinterlegten Nutzerprofils zu
verbessern.

2 Visualisierungen in Empfehlungssystemen

Lange Zeit war die Forschung zu Empfehlungssystemen auf die Verbesserung der Empfeh-
lungsalgorithmen konzentriert. Weitere Optimierungen in dieser Hinsicht versprechen jedoch
nur noch marginale Steigerungen der vom Nutzer wahrgenommenen Empfehlungsgiite (Pu et
al. 2011). Zuletzt riickten deshalb nutzerzentrierte Fragestellungen stérker in den Fokus, z. B.
hinsichtlich der Prdsentation von Empfehlungen und der Interaktion mit den Systemen
(Knijnenburg et al. 2012; Konstan & Riedl 2012). Viele Empfehlungssysteme beschrianken
sich zur Eingabe von Préferenzen allerdings darauf, den Nutzer Items bewerten zu lassen —
z.B. mit Hilfe einer 5-stufigen, durch Sterne dargestellten Skala (Ricci et al. 2010). Diese
Vergabe von Bewertungen erfolgt hiufig losgelost vom Empfehlungsprozess, so dass der Nut-
zer kein unmittelbares Feedback tiber die Auswirkungen seiner Aktionen erhilt. Auch lassen
sich meist nur einzelne Items bewerten, und damit nur diesen gegeniiber die personlichen Vor-
lieben ausdriicken. Tag-basierte Ansétze wie MovieTuner (Vig et al. 2011) gestatten dem Nut-
zer zwar auch in groBerem Umfang Priferenzen anzugeben — gezielt Items aus einem ganzen
Bereich des Produktraums auf- oder abzuwerten ist jedoch nicht mdglich. Das interaktive
Empfehlungssystem MyMovieMixer (Loepp et al. 2015) erlaubt dem Nutzer eine feingranulare
Definition seiner Préiferenzen gemdf3 unterschiedlicher Kriterien, bendtigt hierfiir aber eben-
falls inhaltliche Zusatzinformationen iiber die Items. Die resultierenden Empfehlungen werden
unmittelbar angezeigt und verschiedene einfache Visualisierungen helfen zu verstehen, wie
sich die Interaktion auswirkt und welche Kriterien in der Ergebnismenge erfiillt werden konn-
ten.
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Im Bereich der Informationsvisualisierung (Heer et al. 2010), aber auch speziell im Informa-
tion Retrieval (Hearst 2009), existieren verschiedenste Ansédtze um groe Datenmengen an-
schaulich aufzubereiten — etwa um das Browsing in Dokumentenkollektionen zu erleichtern.
In Empfehlungssystemen ist die Unterstiitzung durch geeignete Visualisierungen hingegen
bisher wenig ausgeprigt und beschrinkt sich meist auf spezielle Zwecke, etwa um in Form
mengenbasierter Diagramme die Herkunft generierter Empfehlungen in hybriden Systemen zu
verdeutlichen (Verbert et al. 2014). Komplexere Visualisierungen erlauben mitunter auch die
Exploration des gesamten Datensatzes, etwa durch Verwendung von Landkarten-Metaphern
(Gansner et al. 2009). Solche kartenbasierten Darstellungen lassen sich mit verschiedenen
Techniken erzeugen (Kagie et al. 2010), wobei Multidimensional Scaling besonders hervorzu-
heben ist. Bei diesem Verfahren werden Ahnlichkeiten zwischen Items derart in einen nied-
rigdimensionalen Raum abgebildet, dass die Entfernungen in der erzeugten Darstellung die
Ahnlichkeiten der Items so genau wie mdglich widerspiegeln. Auch Gansner et al. (2009) nen-
nen diese Technik und stellen mit 7V-Land ein Empfehlungssystem vor, das einen gesamten
Produktraum von Fernsehsendungen visualisiert. Thematisch zusammenhidngende Sendungen
werden in der Karte durch Regionen, und die Bereiche, in denen die empfohlenen Items liegen,
durch farbliche Markierungen hervorgehoben. Durch den Einsatz von Collaborative Filtering
zur Empfehlungsgenerierung sind dazu ausschlieBlich Nutzerbewertungen und keine zusétzli-
chen Metadaten erforderlich. Gansner et al. verwenden hierzu die weit verbreitete Matrix Fac-
torization (Koren et al. 2009). Wéhrend somit ein exploratives Vorgehen unterstiitzt wird, fehlt
die Moglichkeit, das im System hinterlegte Profil des Nutzers anzuzeigen, so dass dieser es im
Verhiltnis zur gesamten Datenbasis oder den gezeigten Empfehlungen besser nachvollzichen
konnte. Moin (2014) stellt Personalized Item Maps vor, welche sowohl die Position des Nut-
zers als auch die umliegenden Items im Produktraum visualisieren. Der Nutzer erlangt somit
Einblick in sein Profil, allerdings ist dazu eine Anpassung der gdngigen Matrix-Factorization-
Algorithmen notwendig und eine Evaluation z. B. durch Nutzerstudien fehlt bislang.

Ein wesentlicher Nachteil existierender Visualisierungen ist, dass sie zumeist nur Ausgaben
darstellen und dem Nutzer keine oder nur eingeschrinkte Interaktionsmdglichkeiten bieten,
um etwa direkten Einfluss auf die Empfehlungsgenerierung zu nehmen. SmallWorlds (Gre-
tarsson et al. 2010) ist ein Beispiel dafiir, wie sich komplexe Visualisierungen verwenden las-
sen, um dem Nutzer nicht nur zu helfen, Beziehungen zwischen Items und dem eigenen Nut-
zerprofil zu verstehen, sondern diese auch zu manipulieren. Allerdings bietet der Ansatz kei-
nen Uberblick iiber die gesamte Datenbasis und ist auf bestimmte Daten (Graphen aus sozialen
Netzen) angewiesen. Den vorgestellten Ansitzen ist zudem gemein, dass sie sich auf zweidi-
mensionale Darstellungen beschrinken. Des Weiteren kdnnen systemgenerierte Erklarungen
der angezeigten Empfehlungen hilfreich sein, um deren Zustandekommen zu erldutern und die
Transparenz der Systeme im Allgemeinen zu verbessern. Meist beschrénkt sich ihr Einsatz
jedoch auf textbasierte Varianten (Tintarev & Masthoff 2010). Zusammenfassend ldsst sich
somit festhalten, dass die Generierung einer dreidimensionalen Visualisierung, die einerseits
die Exploration der Datenbasis ermdglicht und zugleich das aktuelle Nutzerprofil verstandlich
darstellt, andererseits eine interaktive Eingabe der personlichen Préferenzen iiber die Bewer-
tung einzelner Items hinausgehend gestattet, ein vielversprechendes Ziel zu sein scheint.
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3 3D-Visualisierung zur Eingabe von Préferenzen

Um das im Folgenden beschriebene Konzept einer visuell-unterstiitzten Erstellung und An-
passung von Préferenzprofilen umzusetzen, wurde eine prototypische Web-Anwendung im-
plementiert, die es Nutzern zum einen erlaubt das im Empfehlungssystem hinterlegte Nutzer-
profil in visueller Form zu betrachten, zum anderen aber auch, es interaktiv anzupassen. Als
Grundlage diente der MovieLens-10M-Datensatz', der iiber 10 Mio. Bewertungen fiir etwa
10000 Filme abgegeben von ca. 72000 Nutzern enthélt. Weder fiir die Positionierung der
Items noch fiir die Darstellung des Nutzerprofils wurden weitere inhaltliche Daten hinzugezo-
gen. Lediglich zur Anzeige zusétzlicher Informationen in der grafischen Oberfliche (z.B.
Filmplakat, Erscheinungsjahr und Regisseur) wurden weitere Metadaten verwendet.

3.1 Positionierung und Auswahl reprasentativer Items

Um die Items der Datenbasis auf einer zweidimensionalen Karte abzubilden, werden drei
Schritte durchlaufen (Abbildung 1, oben). Zunédchst werden anhand der Bewertungen aller
Nutzer Ahnlichkeiten zwischen den Items berechnet. Fiir diese Berechnung kdnnen prinzipiell
verschiedene Verfahren genutzt werden. Wir verwenden Matrix Factorization (Koren et al.
2009), ein weit verbreitetes Collaborative-Filtering-Verfahren, welches demnach keine inhalt-
lichen Daten bendtigt und zudem eine hohe Prézision aufweist: Aus sdmtlichen Item-Bewer-
tungen von allen im Datensatz vorhandenen Nutzern werden dabei automatisiert latente Fak-
toren abgeleitet, welche Nutzer bzw. Items gemdB mehr oder weniger offensichtlicher Eigen-
schaften charakterisieren. Die Auspragung dieser Faktoren fiir jeden Nutzer und jedes Item
liegt dann als Vektor vor. Die Vorhersage 7,,;, die ausdriickt, wie Nutzer u das Item i bewerten
wiirde, wird iiber das Skalarprodukt des Nutzervektors p,, und des Item-Vektors g; gebildet.
Aquivalent dazu lassen sich auch die Vorhersagen 7, des Nutzers u fiir simtliche Items ermit-
teln (Multiplikation mit den Vektoren aller Items Q; Gleichung 1).
fy = Q- Py (D

Um nun eine zweidimensionale, nutzeriibergreifende Anordnung der Items zu generieren, wird
deren Ahnlichkeit gemif der latenten Faktoren bestimmt. Hierzu wird die euklidische Distanz
zwischen den Item-Vektoren §; berechnet. Die Ahnlichkeiten werden dann herangezogen, um
mittels des bereits erwdhnten Multidimensional Scaling (Kagie et al. 2010) Koordinaten fiir
die Items zu erhalten. So wird sichergestellt, dass die Ahnlichkeiten zwischen den Items durch
deren Entfernung in der resultierenden Darstellung mdglichst akkurat abgebildet werden.

Prinzipiell konnte nun unmittelbar die Darstellung der Items in der Karte erfolgen, was jedoch
aufgrund ihrer Anzahl (nach Bereinigung um wenig bewertete Items noch mehr als 3000) zu
einer uniibersichtlichen Darstellung fiihren wiirde. Als zusétzlicher Schritt zur Datenreduktion
wird der Item-Raum daher mittels k-means-Clustering aufgeteilt. Aus jedem Cluster wird dann

! http://grouplens.org/datasets/movielens/
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Abbildung 1: Schematische Darstellung des Datenflusses angelehnt an das Referenzmodell der Informationsvisuali-
sierung (Card et al. 1999): Zum einen werden allgemeine Item-Ahnlichkeiten auf einer Karte dargestellt (oben),
zum anderen die Priferenzen des aktuellen Nutzers in ein Hohenprofil transformiert (unten).

eines der populérsten Items gewahlt, das exemplarisch als Reprisentant fiir diesen Bereich in
der Karte angezeigt wird. Versuche mit Testpersonen zeigten, dass die Menge angezeigter
Items so ca. um den Faktor 100 reduziert werden konnte, ohne ihre Aussagekraft zu reduzie-
ren.

3.2 Visualisierung von Nutzerprofil und Empfehlungen

Die generierte zweidimensionale Karte, d. h., die Positionierung der Items, ist unabhédngig vom
betrachteten Nutzerprofil sondern spiegelt allgemeine Beziehungen zwischen den Items wider.
Das Profil des aktuellen Nutzers, also seine Praferenzen, wirkt sich hingegen auf das Hohen-
profil der Landschaft aus. Als Ausgangspunkt fiir die Berechnung dieses Hohenprofils dienen
erneut ausschlielich Bewertungsdaten (Abbildung 1, unten): Wie in herkdmmlichen Empfeh-
lungssystemen werden anhand der vorhandenen Bewertungen des aktuellen Nutzers Vorher-
sagen fiir die noch nicht bewerteten Items approximiert, indem sein Nutzervektor p,, mit den
Vektoren aller Items Q multipliziert wird (vgl. Gleichung 1). Diese Bewertungsvorhersagen
werden im Anschluss in Hohenwerte iiberfiihrt, welche zusammen mit den Positionen aller
Items zur Darstellung der Berge und Téler in der Landschaft genutzt werden. Somit wird eine
Landschaft generiert, bei der die Positionierung der Items ihrer generellen Ahnlichkeit, das
Hohenprofil jedoch den individuellen Praferenzen des aktuellen Nutzers entspricht. Zusitzlich
zu den somit durch die Berge dargestellten allgemeinen Vorlieben des Nutzers (Bereiche, in
denen fiir die Items hohe Bewertungen vorhergesagt wurden), werden auch die konkreten Top-
n-Empfehlungen in der Karte farbig umrandet und in einer Liste am unteren Bildschirmrand
angezeigt (Abbildung 2).

3.3 Interaktive Exploration und Priaferenzmodellierung

Um die generierte Landschaft interaktiv zu explorieren, bietet die Anwendung verschiedene
Explorationswerkzeuge (Abbildung 2, oben links): Die Landschaft kann im virtuellen Raum
rotiert, bewegt und hinein- bzw. hinausgezoomt werden. Sollten die représentativ dargestellten
Items fiir eine Orientierung nicht ausreichen oder dem Nutzer unbekannt sein, ist es dariiber
hinaus moglich per Mausklick auf eine freie Fliche weitere, in dem jeweiligen Bereich positi-
onierte Items anzuzeigen. Zugunsten der Ubersicht kdnnen Items auch jederzeit wieder von
der Karte entfernt werden. Inspiriert wurde dieses Verhalten von Stappers et al. (2000).
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Abbildung 2: Fiir den Druck optimierter Screenshot, der das Profil eines Nutzers zeigt, das von den Hohen der
Landschaft reprdsentiert wird: Oben links kann u. a. das Modellierungswerkzeug selektiert werden, so dass sich per
Maus (Schaufel) Berge und Tdler formen lassen, um Prdferenzen auszudriicken. Generierte Empfehlungen werden
blau umrandet sowie in einer Liste (unten) dargestellt; rechts werden zudem Details eines gewdhlten Films gezeigt.

Neben diesen die Exploration von Datenbasis, Nutzerprofil und Empfehlungsmenge unterstiit-
zenden Moglichkeiten l4sst sich aulerdem mit einem Modellierungswerkzeug die Landschaft
anpassen, um Einfluss auf das personliche Praferenzprofil und damit unmittelbar auf die Emp-
fehlung von potenziell interessanten Items nehmen zu kénnen. Alternativ zu der Option ein
existierendes Profil als Grundlage fiir weitere Anpassungen zu verwenden, kann in einer Kalt-
startsituation mit einer flachen Landschaft begonnen werden (alle Hohenwerte initial auf neut-
ralem Niveau). In beiden Féllen lésst sich nach Auswahl des Werkzeugs das Hohenprofil mit
Hilfe der Maus modellieren. Indem der Nutzer Berge und Téler formt, kann er dem System
mitteilen, welche Bereiche von Items er innerhalb des Produktraums bevorzugt oder eher we-
niger mag. Unabhéngig davon, welche [tems momentan auf der Karte dargestellt werden, wirkt
sich diese Priaferenzmodellierung dabei fiir den aktuellen Nutzer auf die gesamte Datenbasis
aus: Durch die Modellierung verdndert der Nutzer die zuvor fiir die Héhen verantwortlichen
Vorhersagewerte 7, fiir simtliche Items, was in neuen Praferenzwerten x,, resultiert. Dies fiihrt
zu einer Anpassung seines in den Empfehlungsprozess eingehenden Nutzervektors p,,. Algo-
rithmisch wird hierzu Gleichung 1 mittels Singulirwertzerlegung nach p,, aufgelost, um dann
die gemdl des angepassten Hohenprofils verdnderten Werte x,, zur Neuberechnung des Nut-
zervektors heranzuziehen (Gleichung 2).

ﬁu = Q" Xy (2)

Somit wird ein neuer Nutzervektor approximiert, der wiederum fiir die Empfehlungsgenerie-
rung gemal Gleichung 1 verwendet werden kann. Dies geschieht entweder explizit auf
Wunsch des Nutzers (,,Apply“-Button) oder bei aktiviertem ,,Auto-Modus®“ kontinuierlich
(vgl. Abbildung 2). Da sich durch die Empfehlungsgenerierung sdmtliche Vorhersagewerte
verdndern, werden in Folge auch das Hohenprofil gemif3 des in Abschnitt 3.2 gezeigten Vor-
gehens sowie die dargestellte Empfehlungsmenge aktualisiert. Die resultierende Anpassung
der Landschaft ermoglicht dem Nutzer unmittelbar nachzuvollziehen, wie sich sein Profil
durch seine getétigten Aktionen im System verédndert.
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4  Evaluation

In einer Nutzerstudie wurde das System hinsichtlich seiner Eignung zur Steuerung der Emp-
fehlungsgenerierung untersucht. Dabei standen die Fragen im Vordergrund, ob die generierte
Landschaft verstdndlich und hilfreich ist, und ob deren Modellierung ein geeignetes Interakti-
onsmittel fiir den Nutzer darstellt, um seine Préiferenzen anzugeben. Des Weiteren sollten die
Faktoren User Experience und Empfehlungsqualitit empirisch evaluiert werden.

4.1 Studienaufbau und Datenerhebung

Wir baten 32 Probanden (10 davon weiblich) mit einem Durchschnittsalter von 24.22 Jahren
(6=3.61), die in einem géngigen Webbrowser laufende Anwendung im Rahmen einer Labor-
studie zu nutzen und dabei folgende Aufgaben zu erledigen:

1. Exploration: Die Nutzer wurden gebeten mit Hilfe der Explorationswerkzeuge in maximal
jeweils drei Minuten drei Filme in der Landschaft zu finden, die bestimmte Kriterien er-
filllten: 1.1) populdre Filme (mehr als 30 000 Bewertungen), 1.2) kinderfreundliche Filme,
1.3) Filme des Regisseurs Quentin Tarantino. Empfehlungen wurden nicht gezeigt.

2. Priferenzerhebung in Kaltstartsituationen: Die Probanden wurden gebeten, mit dem Mo-
dellierungswerkzeug eine flache Landschaft gemal ihrer Praferenzen zu verformen, wo-
raufhin vom System ein neues, diesen Eingaben entsprechendes Nutzerprofil generiert,
und als neue Landschaft mit passenden Empfehlungen visualisiert wurde.

3. Anpassung bestehender Nutzerprofile: Den Probanden wurde jeweils eines von drei
exemplarisch von uns ausgewéhlten, bestehenden Profilen aus dem Datensatz gezeigt,
welches sie darauthin in kontinuierlicher Interaktion so veréndern sollten, dass die Emp-
fehlungen eher dem eigenen Geschmack entsprachen.

Die Probanden wurden auBlerdem gebeten, einen Fragebogen auszufiillen: Vorab sollten An-
gaben zu Demografie, Doménenkenntnis und Nutzungsgewohnheiten hinsichtlich 3D-Anwen-
dungen gemacht werden. Nach Aufgabe 2 und 3 sollten die Empfehlungsqualitt, die Effizienz
des Systems und die Transparenz der Empfehlungsgenerierung eingeschétzt werden (mit Hilfe
von Items von Knijnenburg et al. (2012) und Pu et al. (2011)). Zusétzlich wurden selbstgene-
rierte Items zu den Moglichkeiten Kontrolle auszuiiben, der Nutzungsabsicht und insbesondere
zu den systemspezifischen Funktionalitdten (u. a. in Bezug auf Verstéandlichkeit der Landschaft
und Niitzlichkeit des Modellierungswerkzeugs) verwendet. Abschlielend setzten wir den Sys-
tem Usability Scale (SUS; Brooke 1996) und den User Experience Questionnaire (UEQ; Laug-
witz et al. 2008) ein. Um den generellen Nutzen des Systems, Motivation und Spal3 bei dessen
Verwendung sowie das Interesse der Nutzer zu evaluieren, verwendeten wir dariiber hinaus
Subskalen des Intrinsic Motivation Inventory (IMI; Ryan 1982). Bis auf bei UEQ (7-stufige
bipolare Skala) und IMI (7-stufige Likert-Skala) wurden sdmtliche Items auf einer positiven
S-stufigen Likert-Skala (1-5) erhoben. Mit Hilfe von Logdateien erfassten wir zudem das In-
teraktionsverhalten und die jeweilige Aufgabendauer.
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4.2 Ergebnisse

Die Versuchsteilnehmer gaben an, Filme zu mégen (M=3.91, 6=0.78) und kannten sich durch-
schnittlich gut mit Filmen aus (M=3.00, 6=0.95). 3D-Anwendungen wurden nur méaBig
(Spiele: M=2.25, 0=1.41) bis kaum (professionelle Werkzeuge: M=1.41, 6=0.61) genutzt.

Bei der Explorationsaufgabe (Aufgabe 1) zeigte sich, dass das System wie erwartet besonders
gut geeignet zu sein scheint, um Filme gemal3 ,,weicher” Kriterien zu finden. So konnte die
Aufgabe, in drei Minuten drei Filme des Regisseurs Quentin Tarantino zu finden, nur von 56 %
der Probanden erfolgreich absolviert werden. 88 % der Probanden gelang es hingegen, beson-
ders populédre Filme zu finden. Die Aufgabe, drei kinderfreundliche Filme zu finden, wurde
von sdmtlichen Probanden im Mittel in 1.12 Minuten (6=0.57) erfolgreich gelost.

Tabelle 1 zeigt die nach Aufgabe 2 und 3 im weiteren Verlauf der Studie mit Hilfe von Frage-
bogen-Items ermittelten subjektiven Einschitzungen der Probanden.

Aufgabe 2 Aufgabe 3
M (o} M c
Empfehlungsqualitiit 3.57 0.89 3.89 0.60
Empfundener Aufwand 3.75 0.76 321 0.93
Kontrolle 3.94 1.05 3.75 1.11
Transparenz der Empfehlungen 391 1.09 3.63 1.07
Verstindlichkeit der Landschaft 3.94 0.91 341 1.04

Tabelle 1: Subjektive Beurteilung der Empfehlungen und des Systems nach Aufgabe 2 und 3.

Unterschiede zwischen Aufgabe 2 und 3 zeigten sich bei Signifikanztests nur hinsichtlich des
empfundenen Aufwandes (#31)=3.76, p<.01) und der Verstdndlichkeit der generierten Land-
schaften (#(31)=2.37, p<.05). Aufgrund der unterschiedlichen Aufgabenstellung war dies je-
doch zu erwarten: Auch wenn in Aufgabe 2 ein neues Profil aus der Landschaft modelliert
werden sollte, war der mogliche Aufwand von vornherein begrenzt, da Empfehlungen erst
hinterher angezeigt wurden (kein ,,Auto-Modus*). Da den Probanden in Aufgabe 3 zudem ein
fremdes Profil gezeigt wurde, konnten diese erwartungsgemall weniger gut nachvollziehen,
wie die generierte Landschaft zustande kam. Insgesamt ergaben sich positive Resultate hin-
sichtlich der Empfehlungsqualitit — in Kaltstartsituationen genauso wie bei Anpassung beste-
hender Profile. Wihrend dabei die Mdglichkeiten, Kontrolle auszuiiben gut bewertet wurden,
blieb der empfundene Aufwand akzeptabel, wobei die Ergebnisse (sowohl Empfehlungen als
auch generierte Landschaften) versténdlich erschienen. Die abschlieBenden Fragen bestatig-
ten, dass die Visualisierung in Form einer Landschaft entscheidend hierzu beitrdgt: Dieser
wurde zugesprochen, dabei zu helfen, das Zustandekommen der Empfehlungen (M=3.69,
6=0.93) und das im System hinterlegte Nutzerprofil (M=3.63, 6=1.07) zu verstehen. Die Pro-
banden fanden sich jederzeit gut in der Landschaft zurecht (M=3.78, 6=1.01) und attestierten
der Visualisierung hilfreich zu sein, um sich einen Uberblick iiber die Datenbasis zu verschaf-
fen (M=3.91, 6=0.93). Besonders geeignet erschien den Probanden das System in Situationen,
in denen keine (M=3.91, 0=1.25) oder nur eine ungefahre (M=4.06, 6=0.98) Suchrichtung
vorhanden war. Mit einem konkreten Film vor Augen war die Nutzungsabsicht erwartungsge-
mal deutlich geringer (M=2.44, 6=1.48).
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Insgesamt zeigten sich die Probanden zufrieden mit dem System (M=3.94, 6=0.76) und be-
scheinigten ihm eine hohe Effektivitit (M=3.72, 6=0.74). Nennenswerte Zusammenhénge mit
Doménenkenntnis oder Nutzung anderer 3D-Anwendungen ergaben sich nicht. Die Auswer-
tung der Logdateien deutet allerdings darauf hin, dass mehr und léngere Interaktion tendenziell
zu weniger guten Resultaten fiihrt. Wéhrend dies vermutlich damit zusammenhéngt, dass das
Modellierungswerkzeug fiir feingranulare Verdnderungen weniger geeignet ist, bedarf dieser
Aspekt noch weiterer Untersuchung. Unabhéngig davon bestétigte die Auswertung des IMI,
dass die Probanden das Empfehlungssystem als niitzlich erachten (M=5.08, 6=1.26) — insbe-
sondere hinsichtlich der Mdglichkeit, diesem die eigenen Préferenzen interaktiv zu vermitteln.
Bei dieser Tatigkeit empfanden die Probanden wiederum viel Spall (M=5.46, 6=0.97), so dass
die interaktive Modellierung der Landschaft als ein geeignetes Mittel zur Steigerung des En-
gagements angesehen werden kann. Es erscheint somit mdglich, die Nutzer zu vermehrten
Eingaben zu motivieren, was besonders in Kaltstartsituationen relevant ist. Trotz teils komple-
xer Interaktionsmoglichkeiten wurde die Usability des Systems mit einem Score von 75 gemél
SUS als gut bewertet. Auch auf den Skalen des UEQ lagen die Werte (zwischen 0.84 und 2.10)
in einem {liberwiegend als positiv, meist sogar gut bis sehr gut zu bewertenden Bereich. Die
Skalen Durchschaubarkeit (M=1.66), Stimulation (M=1.56) und Originalitdt (M=2.10) sind
dabei hervorzuheben.

5 Diskussion und Fazit

Dieser Beitrag zeigt, wie sich ausschlieBlich auf Basis von Nutzerbewertungen mit gingigen
Techniken wie Matrix Factorization und Multidimensional Scaling eine landschaftliche Dar-
stellung des gesamten Produktraums fiir Empfehlungssysteme erzeugen lisst. Diese kann ei-
nerseits exploriert, andererseits mit Hilfe eines Modellierungswerkzeugs bearbeitet werden,
um interaktiv Priaferenzen einzugeben. Dies ermdglicht es, bei der Préiferenzgewinnung von
der bislang iiblichen Bewertung einzelner Items zu einer Gesamtiibersicht des Profils zu ge-
langen. Das System unterstiitzt sowohl Kaltstartsituationen als auch die Verdnderung beste-
hender Nutzerprofile. Die durchgefiihrte Nutzerstudie bestitigt den hohen Spafifaktor durch
die eher spielerische Interaktion, so dass der Ansatz geeignet zu sein scheint — insbesondere
wenn keine oder nur eine ungeféhre Suchrichtung vorhanden ist — effektiv qualitativ gute Emp-
fehlungen zu generieren und den Nutzer dabei zur Eingabe weiterer Priaferenzdaten zu moti-
vieren. Trotz der gesteigerten Moglichkeiten, den Empfehlungsprozess zu kontrollieren,
wurde der Aufwand als akzeptabel empfunden. Beziiglich der generellen Transparenz, aber
auch der Versténdlichkeit der Visualisierung zeigten sich ebenfalls positive Ergebnisse — sei
es hinsichtlich der Anordnung der Items, aber auch der Darstellung des Nutzerprofils und der
generierten Empfehlungen. Insgesamt wurde der neuartige Ansatz fiir ein Empfehlungssystem
mit dreidimensionaler Darstellung zur Eingabe von Préferenzen sehr positiv von den Proban-
den aufgenommen. Dennoch sind Verbesserungen z. B. hinsichtlich der Granularitit des Mo-
dellierungswerkzeugs sowie der Hohendarstellung des Nutzerprofils denkbar. Dies, und die
Optimierung der Empfehlungsalgorithmik, ist Gegenstand kiinftiger Arbeiten. Des Weiteren
sind wir u.a. daran interessiert, die Untersuchung des Ansatzes in weiteren Doménen, ggf.
auch doméneniibergreifend, fortzufiihren.
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